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融合内容表示的度量排序学习推荐模型

李　琳，唐守廉
（北京邮电大学经济管理学院，北京１００８７６）

　　摘　要：　融合内容语义信息的推荐模型可以有效缓解音乐推荐系统中的数据稀疏性和冷启动问题．然而，这些
模型是通过最小化预测评分误差学习用户与音乐的全局关系，忽略了用户和音乐隐式特征的细粒度差异．此外，内容
语义特征是以推荐任务无关的无监督学习方式提取的，从而导致不精确推荐．为此，本文提出了融合内容表示的度量
排序学习推荐模型，该模型是以个性化排序最优化为目标的概率图模型，利用度量学习从全局和细粒度层面挖掘用户

音乐偏好．为了解决冷启动推荐问题，本文建立了与推荐任务相关的监督学习策略训练内容语义特征提取模型．在
ＫＫＢＯＸ和ＭＩＧＵ数据集上的实验结果表明，提出的模型显著提升了冷启动音乐推荐的效果，在不同稀疏度数据集上
的鲁棒性得到了显著增强．
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１　引言
　　随着移动智能终端的普及和无线通信网络技术的
发展，诞生了各式各样的音乐服务平台，如 Ｌａｓｔ．ｆｍ、
Ｐａｎｄｏｒａ、ＱＱ音乐、咪咕音乐等．对于音乐服务平台来
说，如何将音乐推荐给目标用户，让用户从海量曲库中

找到自己感兴趣的音乐，是提升用户收听体验的难题

之一［１～３］．推荐系统作为移动互联网时代非常重要的信

息检索工具，也被应用到各大音乐服务平台，通过推荐

功能帮助用户发掘感兴趣的音乐．近年来，音乐服务平
台采集到的大量用户行为数据为用户音乐偏好的研究

提供了前所未有的契机，极大地提升了音乐推荐的

质量［１，２］．
协同过滤［４］作为经典的推荐算法，最早被引入到

音乐推荐系统中，该算法通过计算用户用户／物品物
品之间的相似性推断用户偏好．然而，该方法在实际应
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用中面临严重的数据稀疏性和冷启动问题．为了缓解
数据稀疏性问题，研究者提出了基于模型的协同过滤

算法，例如概率矩阵分解模型（ＰＭＦ）［５］、协同主题概率
张量分解模型（ＣＴＴＦ）等［６］．这些方法利用观测到用户
物品交互行为学习用户和物品的隐式特征向量，然后

通过用户和物品隐式特征向量的内积产生推荐．但是，
这些方法只能挖掘用户与音乐之间的一般性关系，无

法识别用户和物品隐式特征之间的细粒度关系．此外，
基于矩阵分解的协同过滤方法也无法解决冷启动推荐

问题，在不同稀疏度数据集上的鲁棒性较差．为了解决
冷启动问题，提高推荐模型的鲁棒性，一些研究工

作［７，８］挖掘物品的内容语义特征，结合概率矩阵分解形

成基于内容的推荐算法．这些算法的核心是提取内容
语义特征并巧妙地与协同过滤算法融合．然而，这些算
法中的内容语义特征提取是与推荐任务无关的，从而

导致不准确的推荐．
为了解决音乐推荐中的数据稀疏性和冷启动问

题，提升冷启动音乐推荐的质量和鲁棒性，本文提出了

融合内容表示的度量排序学习推荐模型（ＣＡＭＲＬ）．该
模型是一种概率排序学习方法，通过将推荐系统中的

评分预测问题转化为个性化排序问题，充分利用观测

到的和未观测到的用户行为进行模型训练，以解决数

据稀疏性问题，进而提升模型的鲁棒性．为了精确挖掘
用户和音乐之间的关系，模型将用户和音乐分别映射

到相同的稠密语义空间，利用距离度量指标构建用户

与音乐之间的全局和细粒度关系．针对音乐冷启动的
推荐问题，模型利用卷积神经网络（ＣＮＮ）［９］挖掘音乐
的音频语义特征，并以正则化方式与贝叶斯个性化排

序框架（ＢＰＲ）［１０］融合，以推荐任务相关的监督学习方
式挖掘音频语义特征．

２　相关工作
　　协同过滤是音乐推荐中最为常用的算法，算法可
分为基于内存和基于模型的推荐算法［６］．基于内存的
协同过滤推荐算法是基于计算的用户间或物品间相似

性推断用户与物品的关系［４］．基于模型的方法是利用
机器学习技术，如矩阵分解、张量分解等，从用户对物品

的反馈行为中推断用户和物品的潜在关系［１１］．其核心
是将用户和物品分别映射到相同的稠密语义空间，利

用用户和物品在该空间中的内积建立用户对物品的偏

好关系．概率矩阵分解（ＰＭＦ）是最早的基于模型的协
同过滤方法，利用用户对物品的评分数据学习用户和

物品的潜在偏好关系［５］．为了能够在推荐过程中同时
推断用户喜欢和不喜欢的物品，Ｈｕ等［４］还提出基于置

信度的矩阵分解方法（ＷＲＭＦ）．这些方法是以评分预
测为优化目标，忽略了推荐结果的排序关系．为此，Ｓｔｅｆ

ｆｅｎ等［１０］提出了个性化排序贝叶斯学习模型（ＢＰＲ），将
评分预测转化为个性化的排序学习．最近，Ｈｓｉｅｈ等［１２］

的研究认为用户对物品偏好是建立在全局和细粒度关

系基础上的，两个向量的内积操作无法区分细粒度上

的差异，提出了协同度量学习算法（ＣＭＬ）．通过对这些
文献的分析发现，协同过滤算法可以直接应用于音乐

推荐系统中，但是面临严重的数据稀疏性和冷启动音

乐的推荐问题．
为了缓解数据稀疏性问题，提升用户或物品间相

似度计算的准确性，研究者提出了融合物品的内容相

似性和行为相似性的解决方案［１３］．该方法依赖于统计
相似度计算过程，在数据极端稀疏时面临置信度不足

的问题．近年来，随着多媒体内容数据（包括文本、图
片、视频、音频等）的采集及内容特征提取技术的日益

成熟和广泛应用，国内外研究者还提出了将内容语义

特征与基于模型推荐算法相融合的推荐策略，显著改

善了数据稀疏性和冷启动物品的推荐问题［１４］．Ｗａｎｇ
等［１５］最早提出了协同主题模型（ＣＴＲ），利用 ＬＤＡ主题
模型从物品的文本内容描述中提取主题分布特征，以

正则化方式与概率矩阵分解框架融合，通过交替训练

策略学习用户和物品之间的关系．鉴于 ＬＤＡ主题模型
在短文本内容主题提取上的不足，Ｌｉｕ等［６］提出了协同

主题张量分解模型（ＣＴＴＦ），利用 ＢＴＭ模型提取短文本
主题分布特征，将提取到的主题特征与张量分解模型

进行融合．但无论是ＬＤＡ还是 ＢＴＭ模型都只能够提取
浅层的语义内容特征．对此，Ｗａｎｇ等［７］提出了利用堆栈

自编码（ＳＤＡＥ）提取物品文本内容的高层语义特征．为
了挖掘文本内部的情境信息和词序之间的关系，Ｋｉｍ
等［８］还提出了利用卷积神经网络（ＣＮＮ）挖掘文本内容
语义情境信息的方法，与概率矩阵分解模型融合产生

推荐．这些方法在含有文本内容信息的物品推荐中取
得了显著的推荐效果，然而无法直接应用于音频内容

特征的提取和推荐中．
为了解决音乐推荐中的数据稀疏性和冷启动推荐

问题，Ａａｒｏｎ等［１］利用词袋模型和卷积神经网络（ＣＮＮ）
提取音乐的音频语义特征，并以正则化方式与权重矩

阵分解模型（ＷＭＦ）进行融合．Ｌｉａｎｇ等［１６］将神经网络

训练成语义标注信息的内容模型，并将其作为协同过

滤模型的先验解决冷启动问题．传统的基于内容的音
乐推荐方法将音乐内容特征提取和用户偏好预测两个

阶段隔离开，使得特征的提取方法无法在音频中捕获

所有相关信息，为此，Ｗａｎｇ等［１７］提出了基于内容的混

合推荐方法，利用深度信念网络和概率图模型将特征

提取和偏好预测进行有机的融合．这些方法以音频特
征的提取为主，忽略了音乐的文本特征，为此，Ｏｒａｍａｓ
等［２］提出了深度多模推荐方法，利用预训练的模型分

６１６１
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别提取音乐的文本语义和音频语义特征，利用后向融

合策略挖掘音乐的内容语义特征．这些方法虽然可以
缓解数据稀疏性和冷启动问题，但语义内容特征的提

取和推荐任务是相互分离的．此外，这些方法也无法同
时挖掘用户和音乐之间的全局和细粒度关系，从而导

致不精确的偏好推断．

３　融合内容表示的度量排序学习推荐模型
　　本文通过建立度量排序学习模型推断用户的音乐
偏好，提升音乐推荐的质量和鲁棒性．为了便于模型表
述，采用粗体大写字母表示矩阵，带下标的粗体大写字

母表示向量，手写体大写字母表示集合，常规字母表示

常量，· 表示集合中的元素个数．模型涉及到的主要
符号及含义如表１所示．

表１　主要符号及其含义

符号 含义

Ｕ，Ｖ 分别表示用户集合和音乐集合

Ｕ，Ｑ 分别表示用户和音乐的隐式语义特征矩阵

Ｚ 音乐的音频语义特征矩阵

Ｄｓ 用户对音乐偏好的偏序关系集合

Ｗｌ 卷积神经网络第ｌ层权重参数矩阵

　　融合内容表示的度量排序学习推荐模型（ＣＡＭＲＬ）
是一种概率排序学习框架，将音乐推荐中的评分预测

问题转化为个性化音乐排序问题，并充分利用挖掘的

音乐内容语义特征解决冷启动推荐问题．提出的模型
框架如图１所示．图１中的 Ｑｊ表示用户收听过的音乐
的隐式特征向量，Ｑｋ表示用户未收听过音乐的隐式特
征向量，Ｕｉ表示用户的隐式特征向量，Ｚｊ和 Ｚｋ分别表
示音乐ｖｊ和ｖｋ的音频语义特征向量．

设用户集合 Ｕ＝｛ｕ１，ｕ２，…，ｕＵ｝，音乐集合 Ｖ＝
｛ｖ１，ｖ２，…，ｖＶ｝．对于每一个用户和音乐，分别将其映
射到相同的稠密语义空间．用户 ｕｉ的隐式特征向量
Ｕｉ～Ｎ（０，σ

－１
Ｕ Ｉ），所有用户的隐式特征向量构成矩阵

Ｕ∈Ｒ Ｕ ×Ｋ．对于音乐ｖｊ，利用深度卷积神经网络从音乐
ｖｊ的音频内容中提取内容语义特征向量Ｚｊ，则音乐ｖｊ的

隐式特征向量 Ｑｊ～Ｎ（Ｚｊ，σ
－１
Ｖ Ｉ），所有音乐的隐式特征

向量构成矩阵 Ｑ∈Ｒ Ｖ ×Ｋ．ＣＡＭＲＬ模型的核心是学习
用户的音乐偏好函数ｆ（ｘｉｊ；θ），使得可以对用户未收听
过的音乐偏好进行排序，产生 ＴｏｐＮ个音乐给目标用
户，其中θ＝｛Ｕ，Ｑ｝．
３１　相对偏好模型

构建用户偏好模型的目的是从海量音乐中识别用

户最可能喜欢的音乐．也就是说，给定任意两个音乐 ｖｊ
和ｖｋ，ｆ（ｘｉｊ；θ）函数能够判断用户ｕｉ对ｖｊ和ｖｋ的偏好差
异．利用用户和音乐隐式特征向量的内积估计用户对
音乐的偏好是最为常用的方法［２，１８，１９］．这种方法是从全
局层面建立用户与音乐的一般性偏好，无法从细粒度

层面挖掘用户和音乐间的内在关系，会导致不精确的

估计．用户对音乐的偏好往往是由音乐特征向量中部
分特征所决定的，因此，本文利用距离度量指标建立用

户与音乐之间的全局和细粒度关系．为了便于表述，利
用二元组ｘｉｊ＝〈ｕｉ，ｖｊ〉表示用户 ｕｉ收听了音乐 ｖｊ．基于
欧式距离度量指标构建的用户偏好模型为：

ｆ（ｘｉｊ；θ）＝
ｅ－Ｕｉ－Ｑｊ

２

Ｚ（ｕｉ）
（１）

其中，Ｕｉ－Ｑ
２
ｊ＝∑

Ｋ

ｋ＝１
（Ｕｉｋ－Ｑｊｋ）

２，Ｋ为隐式空间维度，Ｕｉｋ

－Ｑｊｋ衡量用户 ｕｉ和音乐 ｖｊ在第 ｋ维隐式特征上的差

异，Ｚ（ｕｉ）＝∑
Ｖ

ｎ＝１
ｅ－‖Ｕｉ－Ｑｎ‖

２

为归一化因子．

为了建立用户对音乐偏好的偏序关系，将二元组ｘｉｊ
＝〈ｕｉ，ｖｊ〉扩展为三元组ｘｉｊｋ＝〈ｕｉ，ｖｊ，ｖｋ〉，表示相对于音乐
ｖｋ，用户ｕｉ更偏好音乐ｖｊ．为了便于表示，用符号ｊ＞ｉｋ表
示三元组的偏序关系．从而，基于构建的偏好函数ｆ（ｘｉｊ；
θ），用户ｕｉ对音乐ｖｊ和ｖｋ偏序关系可以表示为：

ｇ（ｊ＞ｉｋ｜θ） ｆ（ｘｉｊ；θ）＞ｆ（ｘｉｋ；θ） （２）
其中ｖｋ表示用户ｕｉ未收听过的音乐．本文利用随机采
样法从海量用户未收听过的音乐中为每个用户收听过

的音乐 ｖｊ筛选一个 ｖｋ作为负样本，则为所有用户构造
的偏序关系集合用

Ｘｓ＝｛＜ｕｉ，ｖｊ，ｖｋ＞｜ｕｉ∈Ｕ，ｖｊ∈Ｖ
＋
ｕｉ，ｖｋ∈Ｖ＼Ｖ

＋
ｕｉ，｝

表示，Ｖ＋ｕｉ表示用户 ｕｉ收听过的音乐集合，Ｖ＼Ｖ
＋
ｕｉ表示用

户ｕｉ未收听过的音乐集合．结合式（１）和（２），可得到
如下偏序关系模型为：

ｇ（ｊ＞ｉｋ｜θ）ｍ＋Ｄｉｊ－Ｄｉｋ （３）
其中Ｄｉｊ＝Ｕｉ－Ｑ

２
ｊ，Ｄｉｋ＝Ｕｉ－Ｑ

２
ｋ，ｍ表示软边界间隔大

小，限定了Ｄｉｊ与Ｄｉｋ的最小间隔距离．
３２　音频语义特征提取

目前，一些研究文献［２，７，１８］借鉴迁移学习思想，利用

基于ＩｍａｇＮｅｔ数据集预训练好的 ＶＧＧ１６网络模型从音
乐音频中提取语义内容特征，通过提取语义内容特征
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向量与用户潜在特征向量的内积产生推荐．然而，这种
与推荐任务无关的无监督学习方式会导致不准确的语

义特征提取结果，因为预训练好的 ＶＧＧ１６网络只能够
提取一般化的内容语义特征．本文提出了推荐任务相
关的音频语义特征提取方法．首先，根据音乐所归属的
类别标签，预训练６层的简单卷积神经网络；然后将网
络模型第５层输出作为音乐潜在特征表示的均值融合
到ＢＰＲ模型框架中，以推荐任务驱动的方式优化音乐
语义特征提取网络模型．本文采用的音乐内容语义特
征模型如图２所示．

由于音乐是由音频信号所构成的，首先利用离散

傅里叶变换将音频信号转化为频域，为每首音乐生成

对应的彩色声谱，声谱的深浅表示该频率下的声音大

小，长宽表示时间和频率．由于每首音乐的播放时间不
同，对于每首音乐的彩色声谱图，将其分割成多个２５６
×２５６×３的图片，每张图片均对应着音乐所属类别的
标签．最后，将构成的图片数据集作为卷积神经网络的
输入，预训练神经网络模型．移除预训练好的网络模型
最后一层，则神经网络的语义内容特征输出用Ｚｊ表示，
将其作为音乐潜在特征表示的均值融合到 ＢＰＲ模型
中，Ｚｊ的维度等于音乐的潜在语义特征维度．在冷启动
音乐的推荐过程中，将Ｚｊ代替Ｑｊ计算用户ｕｉ对音乐ｖｊ
的偏好．

３３　联合训练
为了能够对提出的模型参数进行优化，假设用户

对每首音乐的收听行为都是相互独立的．基于 ＢＰＲ框
架［１０］，采用最大化后验概率进行模型优化：

φ ＝ａｒｇｍａｘ
φ
∏

（ｕｉ，ｖｊ，ｖｋ）∈Ｄｓ

Ｐ（ｊ＞ｉｋ｜θ）Ｐ（φ） （４）

其中φ＝｛θ，Ｗｌ｝，θ＝｛Ｕ，Ｑ｝，Ｐ（ｊ＞ｉｋ｜θ）是用户ｕｉ对音
乐ｖｊ和ｖｋ相对偏好函数ｇ（ｊ＞ｉｋ｜θ）的概率化表示，即：

Ｐ（ｊ＞ｉｋ｜θ）：＝σ（ｍ＋Ｄｉｊ－Ｄｉｋ） （５）

σ（ｚ）＝ １
１＋ｅ－ｚ

（６）

假设φ中的参数取值服从高斯先验概率分布，则
模型的最终目标函数可表示为：

φ ＝ａｒｇｍａｘ
φ
∑

（ｕｉ，ｖｊ，ｖｋ）∈Ｄｓ

Ｉｎ（σ（ｍ＋Ｄｉｊ＋Ｄｉｋ））

－
λＵ
２∑ｉ Ｕｉ

２－
λＶ
２∑ｊ Ｑｊ－Ｚｊ

２

－
λＶ
２∑ｋ Ｑｋ－Ｚｋ

２－
λＷ
２∑ｌ Ｗｌ

２

（７）

其中，Ｗｌ表示卷积神经网络第ｌ层的权重参数．
由于式（７）的每次计算均需要对全量用户音乐偏

序对集合Ｄｓ求和，直接对式（７）求导并更新参数是极
为耗时的．为此，模型利用随机梯度下降法进行求解参
数．求解过程中先固定卷积神经网络的参数Ｗｌ，然后利
用随机梯度下降法求解参数 Ｕ和 Ｑ，然后再固定 Ｕ和
Ｑ，利用后向传播算法求解以下函数更新参数Ｗ．

Ｗ ＝ａｒｇｍａｘ
Ｗ
（
λＵ
２∑ｉ Ｕｉ

２－
λＶ
２∑ｊ Ｑｊ－Ｚｊ

２

－
λＶ
２∑ｋ Ｑｋ－Ｚｋ

２－
λＷ
２∑ｌ Ｗｌ

２） （８）

４　数据集与评估方法

４１　数据描述与处理
为了验证提出的 ＣＡＭＲＬ模型的有效性，使用 ＫＫ

ＢＯＸ数据集和ＭＩＧＵ数据集进行实验分析．ＫＫＢＯＸ数据
集是ＷＳＤＭ２０１８竞赛中公开的由亚洲音乐服务商ＫＫ
ＢＯＸ公司所提供的音乐收听行为数据集，该数据集包含
用户ＩＤ、音乐ＩＤ、音乐名称、歌手、一个月内是否重复收
听４个字段，涉及２６７２２个用户对２１７６１首音乐的收听行
为，共计５６６１４５１记录数据，数据稀疏度为０９７４％．由于
ＫＫＢＯＸ数据集并未提供本文所需要的音频内容数据，因
此，我们采用网络爬虫技术从咪咕音乐、网易云音乐等各

大型音乐网站抓取音乐的音频文件．ＭＩＧＵ数据集是由
中国移动咪咕音乐公司提供的用户音乐收听行为数据，

该数据集是由作者从咪咕音乐后台业务系统日志中提取

的，包含用户的听歌、收藏、点赞、设置彩铃、分享等行为

数据和音乐的音频文件．采集到的 ＭＩＧＵ数据集包括
１０１４７９个用户对 １８１５６首音乐的收听行为数据，共计
１１７８０５８１条记录，数据稀疏度为０６３９％．

对于ＫＫＢＯＸ数据集和 ＭＩＧＵ数据集，删除没有音
频文件的用户行为记录．对于音乐音频文件，利用
ＦＦＰＥＭＧ工具将音乐的音频文件转换彩色声谱图，按照
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从右向做的顺序将声谱图分割成若干个２５６×２５６×３
的图片，丢弃剩余不足２５６长度的声谱图．
４２　对比方法与参数设置

本文选取以下几种比较先进的推荐算法与ＣＡＭＲＬ
进行比较．

ＢＰＲ［１０］：ＢＰＲ是利用用户的隐式反馈构造用户偏
好的偏序关系对，通过构造排序型的贝叶斯网络学习

用户和物品的潜在特征向量，是一种特殊的概率矩阵

分解方法．
ＷＲＭＦ［４］：ＷＲＭＦ是一种加权的矩阵分解算法，该

算法通过对正样本和负样本赋予不同的权重，采用驻

点方式解决推荐中的ＯｎｅＣｌａｓｓ协同过滤问题．
ＣＭＬ［１２］：ＣＭＬ是利用距离度量指标对用户偏好、

用户用户和物品物品相似关系联合建模，学习用户和
物品间的内在关系．

ＶＢＰＲ［２０］：ＶＢＰＲ是利用预训练好的深度神经网络
模型提取物品的视觉特征，并融入到 ＢＰＲ算法中学习
用户和物品之间的关系．在本文的实验中，利用预训练
好的深度神经网络模型提取音乐声谱图的内容特征．

ＤｅｅｐＭｕｓｉｃ［１］：ＤｅｅｐＭｕｓｉｃ是利用深度卷积神经网络
提取歌曲音频中的特征作为歌曲的特征，然后采用

ＷＭＦ模型进行隐式评分预测．
ＣＤＬ［７］：ＣＤＬ是同时利用评分数据和物品文本信息

的混合推荐算法，该算法利用堆栈式自编码（ＳＤＡＥ）提
取物品内容特征，然后将提取到的内容特征融合到概

率矩阵分解框架．在本文的实验中，利用 ＳＤＡＥ提取音
乐声谱图的内容特征．

ＣｏｎｖＭＦ［８］：ＣｏｎｖＭＦ是融合内容特征的概率矩阵分
解模型，该算法利用卷积神经网络（ＣＮＮ）提取物品内
容特征，然后以正则化方式融合到概率矩阵分解框架．
在本实验中，利用ＣＮＮ提取音乐声谱图的内容特征．
４３　评估指标

为了评估ＣＡＭＲＬ模型在ＫＫＢＯＸ和 ＭＩＧＵ数据集
上的效果，实验采用Ｒｅｃａｌｌ和ＭＡＰ指标进行衡量［６］．具
体计算公式为：

Ｒｅｃａｌｌ＠Ｎ＝ １
ＤＴｅｓｔ ∑ｕ∈ＤＴｅｓｔ

Ｓｐｒｅｕ ∩Ｄ
Ｔｅｓｔ
ｕ

ＤＴｅｓｔｕ
（９）

ＭＡＰ＠Ｎ＝∑ＡＰ
ｕ＠Ｎ

ＤＴｅｓｔ
（１０）

ＡＰ（ｕ，ｔ）＠Ｎ＝ １
ＤＴｅｓｔｕ
∑
Ｋ

ｒ＝１
（Ｐｉ（ｒ）×ｒｅｌｉ（ｒ）） （１１）

其中，ＡＰｕ＠Ｎ表示用户 ｕ的 ＴｏｐＮ推荐结果在测试集
中的平均准确度；Ｓｐｒｅｕ 表示为用户 ｕ推荐的音乐列表，
ＤＴｅｓｔｕ 表示测试集中的音乐列表，Ｄ

Ｔｅｓｔ
ｕ 表示用户 ｕ在测

试集中的样本个数；ｒ表示给定的截断排序，Ｐｉ（ｒ）表示
在给定截断排序ｒ条件下，用户ｕ的第ｉ个测试样本准

确度；ｒｅｌｉ（·）表示给定排序情况下的二元相对函数．
实验是在４核高性能 ＮＶＩＤＩＡＧＰＵ服务上进行模

型训练，每个 ＧＰＵ含有 ２４ＧＢ显存．设计的模型利用
Ｐｙｔｈｏｎ和Ｔｅｎｓｏｒｆｌｏｗ深度学习框架实现．为了得到准确
的评估结果，每次实验重复进行５次，取实验结果的平
均值作最终评价结果．对于模型的超参数，采用交叉验
证法寻找最优的参数；对于对比方法的超参数，通过交

叉验证法在本文的实验数据集上寻找最优的参数，具

体参数设置为：对于 ＢＰＲ和 ＷＲＭＦ的正则化超参数 λ
设为 ００００１；对于 ＣＭＬ，ｍ＝１，λｆ＝１，λｆ＝１０；对于
ＣＤＬ，ａ＝１，ｂ＝０，Ｋ＝１００，λｕ＝１０，λｖ＝１００；对于ＶＢＰＲ，
Ｋ＝１００，λｕ＝λｐ＝λｊ＝１，λｂ＝λｅ＝０；对于 ＤｅｅｐＭｕｓｉｃ，
Ｋ＝５０，λ＝００１；对于ＣｏｎｖＭＦ，Ｋ＝１００，λｕ＝１０，λｖ＝１．

５　实验结果与分析

５１　冷启动音乐推荐性能对比
为了验证提出的模型在冷启动音乐推荐上的效果，

采用文献［１９，２２，２３］中的冷启动物品测试方法进行测
试．首先，将两个数据集中被用户收听次数少于５次的音
乐视为冷启动音乐，然后选择至少收听过一首冷启动音

乐的用户作为本次实验的测试用户群体．对于每个用户
的收听记录，将其收听的冷启动音乐记录作为测试集，剩

余的收听记录作为训练集．实验的目的是判断冷启动的
音乐是否在推荐的ＴｏｐＮ个音乐推荐列表中．

对比方法中只有 ＶＢＰＲ、ＤｅｅｐＭｕｓｉｃ、ＣＤＬ和 Ｃｏｎ
ｖＭＦ可以解决冷启动推荐问题，因此，实验仅将ＣＡＭＲＬ
与这三个模型进行实验对比，采用 Ｒｅｃａｌｌ和 ＭＡＰ指标
进行衡量．为了避免单次实验引起的误差，采用１０次重
复实验的平均值作为最终的实验结果．实验结果如图３
和表２所示．

表２　不同推荐算法在冷启动音乐推荐上的ＭＡＰ实验结果

数据集 ＶＢＰＲ ＤｅｅｐＭｕｓｉｃ ＣＤＬ ＣｏｎｖＭＦ ＣＡＭＲＬ

ＫＫＢＯＸ ０００１１ ０００３９ ０００４３ ０００６２ ０００８５

ＭＩＧＵ ００００９ ０００１２ ０００１３ ０００４１ ０００５２

　　实验结果表明，在 ＫＫＢＯＸ和 ＭＩＧＵ数据集上，本
文提出的ＣＡＭＲＬ模型在 Ｒｅｃａｌｌ和 ＭＡＰ指标上均显著
优于对比模型．这是由于本文利用音乐所属类别标签
进行预训练卷积神经网络，提取音乐的音频内容语义

特征；然后将预训练模型倒数第二层的结果以正则化

方式融合到贝叶斯网络框架，通过推荐任务相关的监

督学习方式微调音频内容语义特征提取网络模型．此
外，ＣＡＭＲＬ模型将推荐的评分预测问题转换为排序学
习问题，可充分利用观测和未观测到的用户行为进行

训练．由于 ＶＢＰＲ、ＣＤＬ和 ＤｅｅｐＭｕｓｉｃ算法采用预训练
好的深度神经网络提取内容语义特征，是与推荐任务
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无关的，因此会产生有偏差的推荐结果．虽然 ＣｏｎｖＭＦ
以与推荐任务相关的方式微调预训练好的网络模型，

但以评分预测为优化目标，面临严重的数据稀疏性问

题．此外，实验还发现 ＣＡＭＲＬ模型和对比模型在 ＫＫ
ＢＯＸ数据集上的Ｒｅｃａｌｌ和ＭＡＰ指标显著高于在 ＭＩＧＵ

数据集上的指标，这是由于 ＫＫＢＯＸ数据集是经过严格
清洗过的比赛数据，而ＭＩＧＵ数据集是作者直接从生产
环境采集到的．相比于ＫＫＢＯＸ数据集，ＭＩＧＵ数据集更
接近真实商业环境．

５２　不同稀疏数据集上的鲁棒性分析
为了验证 ＣＡＭＲＬ模型在不同稀疏度数据集上

的鲁棒性，分别对 ＫＫＢＯＸ和 ＭＩＧＵ数据集构造４种

稀疏数据集｛２０％，４０％，６０％，８０％｝，利用 Ｒｅｃａｌｌ＠
１０和ＭＡＰ两个指标进行衡量，实验结果如图４和图
５所示．
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　　实验结果表明，无论是在 ＫＫＢＯＸ数据集还是
ＭＩＧＵ数据集上，ＣＡＭＲＬ模型在不同稀疏数据集上的
表现均优于对比方法，模型的鲁棒性得到了显著提升．
这是由于本文提出的模型是一种排序学习模型，可以

充分利用观测和未观测行为数据构造偏序关系，基于

偏序关系数据对模型训练，从而使得模型训练更加充

分；其次，构建了音乐内容语义特征的提取模型，提取

的内容语义特征在一定程度上缓解了数据稀疏性

问题．
５３　模型参数分析

模型的潜在因子 Ｋ是影响模型准确度的主要参
数．为了寻找最佳的参数取值，将 Ｋ的取值分别设为

｛１０，２０，４０，６０，８０，１００｝，然后在 ＭＩＧＵ和 ＫＫＢＯＸ数据
集上评估对Ｒｅｃａｌｌ指标的影响．实验结果如图６所示．

实验结果表明，随着潜在因子维度 Ｋ的取值增大，
Ｒｅｃａｌｌ＠５、Ｒｅｃａｌｌ＠１０和 Ｒｅｃａｌｌ＠２０的值也显著增大．
当潜在因子维度过低时，无法充分学习用户和物品的

隐含特征，导致算法无法精确预测用户对物品的偏好．
当潜在因子维度Ｋ持续增加时，Ｒｅｃａｌｌ指标在两个数据
集上的取值呈下降趋势，这是由于当潜在因子维度过

大时，用户向量和物品潜在向量会包含过多的冗余特

征，导致算法预测准确率下降．当潜在因子维度 Ｋ的取
值为２０时取得最好的实验结果．因此，本文将 Ｋ设
为２０．

６　结论
　　针对音乐推荐中的数据稀疏性和冷启动问题，本
文提出了融合内容表示的度量排序学习推荐模型．该
模型是一种概率排序学习方法，采用度量学习方法挖

掘用户对音乐的全局和细粒度偏好关系，利用观测到

的和未观测到的用户行为对模型训练，达到缓解数据

稀疏性，提升模型鲁棒性的目的．针对冷启动音乐的推
荐问题，通过构建与推荐任务相关的卷积神经网络模

型提取音频语义特征，并以正则化方式融入到概率排

序学习模型中．在 ＫＫＢＯＸ和 ＭＩＧＵ数据集上的测试结
果表明，提出的模型显著提升了在不同稀疏度的数据

集上的精度和鲁棒性．与 ＣｏｎｖＭＦ相比，模型的冷启动
音乐的Ｒｅｃａｌｌ＠１０在ＫＫＢＯＸ和ＭＩＧＵ数据集上分别提
升了２４６１％和６９％．
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